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Abstract 
 

    Automatic transcribing is one of the attractive application for computer, and many software have been 
developed. However, most of these software can not address polyphonic sound. The process of transcription for 
polyphonic sound is divided into two processes; sound source separation and musical instrument identification. In this 
paper, we propose a method to combine comb filters for sound source separation and multi-class SVM for musical 
instrument identification. Experimental results showed that our method could identify musical instrument with 57.6% 
accuracy. 
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1. はじめに 
 

近年、コンピュータを用いて音響信号から自動で楽譜

を作成する「自動採譜」と呼ばれる研究が盛んに行われ

ている(1(2。自動採譜を目的としたソフトウェアも数多く

開発され、音楽知識や採譜経験なしに誰でも簡単に採譜

が行えるようになった。しかし、ほとんどの採譜ソフト

ウェアには、複数の楽器音が混在する音響信号を正しく

採譜できないという問題がある。 
自動採譜の工程の中に、対象となる音源を構成してい

る楽器が何であるかを特定する工程があり、これを楽器

推定と呼ぶ。複数楽器からなる混合音に対する楽器推定

の場合は、前処理として混合音をそれぞれの単楽器音へ

と分離した後、それぞれの音源について楽器推定を行う。 
混合音をそれぞれの単楽器音へと分離する工程には三輪

ら(1のくし型フィルタを用いた手法などがあり、分離され

た音源について楽器推定をする工程には北原ら(2のSVM
を用いた手法などがあるが、分離精度、楽器推定精度と

も不十分である。 
本研究では、複数の楽器音が混在する音響信号をそれ

ぞれの単楽器音へ分離し、その単楽器音が何の楽器の音

であるかを識別することを目的とする。そこで、北原ら

の手法をベースとし、音源分離にくし型フィルタを用い

る手法を提案する。 

2. フーリエ解析 
 
フーリエ解析とは、時間領域の信号波形を周波数領域

へ移すフーリエ変換を行って信号を解析することである。 
周波数領域へ移されたデータはスペクトラムと呼ばれる。

信号波形𝑓𝑓(𝑡𝑡)をスペクトラム𝐹𝐹(𝜔𝜔)に変換するには式(1)
を用いる。このとき、𝑒𝑒は自然対数の底、𝑡𝑡は時間、𝜔𝜔は周

波数、𝑖𝑖は虚数単位である。 

 𝐹𝐹(𝜔𝜔) = ∫ 𝑓𝑓(𝑡𝑡)𝑒𝑒−𝑖𝑖𝑖𝑖𝑖𝑖𝑑𝑑𝑡𝑡.
∞

−∞
 (1)  

スペクトラムを対数変換し、再度フーリエ変換を行う

ことにより、ケプストラムを得ることができる。ケプス

トラムの低次成分には楽器の音響特性、高次成分には音

高情報が現れる。スペクトラム𝐹𝐹(𝜔𝜔)にフーリエ変換を行

い、ケプストラム𝐶𝐶(𝑞𝑞)に変換する式を式(2)に示す。この

とき、𝑞𝑞はケフレンシと呼ばれる。 

 C(q) = ∫ log10 F(ω)e−iqωdω.
∞

−∞
 (2)  

 
2.1. メル周波数ケプストラム係数 
ヒトは音高の低い音ほど音高の差異に敏感で、音高の

高い音ほど音高の差異を認識できない。この音高差に関

する感度の尺度をメル尺度（mel-scale）(3 と呼ぶ。周波数

𝑓𝑓をメル尺度𝑓𝑓𝑚𝑚𝑚𝑚𝑚𝑚に変換する式を式(3)に示す。  a) 情報システム工学科教授 

b) 情報システム工学科 

c) 宮崎大学工学部教育研究支援技術センター技術職員 
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 𝑓𝑓𝑚𝑚𝑚𝑚𝑚𝑚 = 𝛼𝛼 × log10 (1 + 𝑓𝑓
700) . (3)  

メル周波数ケプストラム係数（MFCC）は、ケプストラ

ムの低次成分に対し、メル尺度を重み付けすることによ

り得ることができる。MFCC 算出の流れを図 1 に示し、

以下で説明する。 
STEP1：短時間フーリエ変換 

音響信号に対し重み付けと短時間フーリエ変換を

行い、スペクトラムを求める。短時間フーリエ変換

の窓幅は 4,096 点がよく用いられるので(2、本研究で

も 4,096 点の窓幅を採用する。重み付けに用いる窓

関数には式(4)に示すハミング窓を用いる。 

 𝑤𝑤(𝑥𝑥) = 0.54 − 0.46 cos 2𝜋𝜋𝑥𝑥    (0 ≤ 𝑥𝑥 ≤ 1). (4)  

STEP2：メルフィルタバンク 
メルフィルタバンクは、バンドパスフィルタをオー

バーラップさせながら並べて構成されている。バン

ドパスフィルタの数をチャネル数と呼ぶ。チャネル

数には経験的に 20 が用いられる(3。20 個あるバンド

パスフィルタ毎にスペクトラムの和をとることで、

スペクトラムを 20 次元のベクトルで表す。さらに

ベクトルの各要素の対数をとり、メル周波数スペク

トラム（MFS）へ変換する。 
STEP3：離散コサイン変換 

離散コサイン変換は短時間フーリエ変換と同様に、

離散波形信号を周波数領域へ変換する。メル周波数

スペクトラムに対し離散コサイン変換を行うこと

により、メル周波数スペクトラムをメル周波数ケプ

ストラム（MFC）へ変換する。 
STEP4：低次成分の抽出 

メル周波数ケプストラムの低次成分を取り出す。こ

の低次成分の次元数は、本研究では 12 を用いる。

メル周波数ケプストラムの低次成分を取り出した

ものが MFCC である。MFCC は、3 章で説明する

SVM への入力特徴量として用いる。 
 

 

3. Multi-class SVM 
 
3.1. Support Vector Machine 
サポートベクタマシン（SVM：Support Vector Machine）

は、入力されたパターンを 2 クラスに分類する識別器を

構成する手法である。SVM は、サポートベクトルと呼ば

れる、クラスの境界近傍に位置する学習ベクトルからク

ラス境界までの距離を最大化するように分離超平面を構

築し、クラス分類を行う。このとき、サポートベクトル

と分離超平面との距離をマージンと呼ぶ。 
SVM はパターン認識の分野でよく用いられている階

層型ニューラルネットワークに比べ汎化能力に優れるほ

か、2 次の最適化問題として定式化されるため、学習によ

り最適解が得られることが保証されている。 
 

3.2. Multi-class SVM 
SVM を多クラスの識別問題を対象にできるよう拡張

したものが、多クラス SVM（Multi-class SVM）である(4。 
多クラスの識別問題を 2 クラスの分類器で扱うために

は、複数の 2 クラス識別モデルを組み合わせることにな

る。この組み合わせ方として、一対一分類法（One-versus-
One）と呼ばれる方法がある。これは、あるクラスとそれ

以外のクラスへの分類を全クラスに対し行い、得られた

複数の境界で分離超平面を構築する方法である。 
本研究では、楽器推定を行う識別器を Multi-class SVM

を用いて構成する。 
 
4. 提案手法による楽器推定 
 
提案手法の流れを図 2 に示し、以下で説明する。 

STEP1：前処理 
入力された音響信号に対して短時間フーリエ変換

を行いスペクトラムを求める。短時間フーリエ変換

には 4,096 点の窓幅を採用し、窓関数はハミング窓

を使用する。また、次ステップの音源分離のため、

楽曲中に含まれる各単音の発音時刻、消音時刻、音

高を抽出する。なお、本研究では、これらはそれぞ

れ所与のものとして扱う。 

図 1:MFCC 算出の流れ。 

図 2:提案手法の流れ。 
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STEP2：音源分離処理 
単音の音高の周波数とその整数倍の周波数にピー

クを持つくし型フィルタを用い音源分離を行う。例

として、ヴァイオリンを音高 A4（440Hz）で 1 秒間、

トランペットを音高 E4（約 330Hz）で 1 秒間同時に

演奏した楽器音のスペクトラムに対し、くし型フィ

ルタによりヴァイオリンの楽器音のスペクトラム

のみを抽出することを考える。ヴァイオリンの音を

抽出する場合、図 3 に示す音高 A4 に対応するくし

型フィルタにより、ヴァイオリンの楽器音スペクト

ラムのみを抽出する。2 楽器を同時演奏した楽器音

のスペクトラムに対し、図 3 のくし型フィルタを作

用させる前と後のスペクトラムの比較を図 4に示す。

図 4 に示すように、ヴァイオリンの基本周波数ピー

クとその倍音のピークのみを抽出できていること

が分かる。 
STEP3：特徴量抽出 

音源分離処理により分離した全単音に対し、特徴量

として 12 次元 MFCC を抽出する。 
STEP4：楽器推定 

楽器推定には、単音源の学習データをあらかじめ学

習させた Multi-class SVM を用いる。本研究で対象

とする楽器とその音域、音長を表 1 に示す。楽器音

は MML で記述し MIDI 出力したものをシンセサイ

ザーを用いて wav 形式に出力したものを使用する。

これらの音源の 12 次元 MFCC を Multi-class SVM に

学習させることにより、楽器識別モデルを作成する。 
 
5. 評価実験 
 
5.1. 評価実験 
表 1 に示されている音源すべてについて、それぞれ 12

次元 MFCC を算出し、Multi-class SVM の学習データに用

いる特徴量とする。テスト用音源は 2 種類の楽器を同時

に発音させた楽曲に対し音源分離処理を行い、1 種類の

楽器音からなる単音源に分離したものを用いる。具体的

には、2 種類の楽器を同時に発音させた楽曲に短時間フ

ーリエ変換を行いスペクトラムに変換する。次に、各単

音の開始時刻から終了時刻までに対応するスペクトラム

に対し、単音の音高とその倍音にピークを持つくし型フ

ィルタを作用させ、単音の成分のみを抽出する。最後に、

くし型フィルタを通過したスペクトラムに対し逆フーリ

エ変換を行い、1 種類の楽器音からなる単音源へと変換

する。 
使用する楽曲の楽譜を図 5 に示す。この楽譜を、表 1

に示されている楽器 6種類のうち 2種類を用いて演奏し、

実験に使用する楽曲とする。 
 
5.2. 実験結果 
楽器推定の精度は、式(5)で示す正解率で評価する。 

 正解率 = 正解率

テストデータ総数
× 100. (5)  

各楽器ごとの正解率を図 6 に示す。図 6 より、トラン

ペット、クラリネット、ヴァイオリンの 3 楽器について

は 50%以上の正解率が得られている。一方、クラシック

ギター、エレクトリックベース、ピアノの 3 楽器につい

ては正解率が 50%に達していない。 
図 6 の結果のうち、最も正解率の高いヴァイオリンに

ついて、推定された楽器別の内訳を図 7 に示す。図 7 よ

り、ヴァイオリンはピアノ、クラリネットとして認識さ

れなかったことがわかる。また、誤って認識された回数

図 3: A4(=440Hz) に対するくし型フィルタ。 

図 4: フィルタリングによるスペクトラムの変化。 

図 5: 使用する楽曲の楽譜。 

表 1: 特徴量に使用する単音源。 
楽器 Clarinet（Cl）、Classic guitar（Cg）、 

Electric bass（Eb）、Piano forte（Pf）、 
Trumpet（Tr）、Violin（Vn） 

音域 3 オクターブ 36 音階 
C3（約 130.8[Hz]）～B5（約 2,093.0[Hz]） 

音長 1 秒 
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が最も多いトランペットについても、誤認識率は 7%以下

にとどまっていることがわかる。一方で、最も正解率の

低いピアノがどの楽器音と推定されたかの内訳を示した

図 8 より、ピアノはヴァイオリンやクラシックギターと

誤認識されることが多く、エレクトリックベースと誤認

識されることが少ないことがわかる。 
また、図 6 に示した各楽器ごとの正解率を平均した総

合的な楽器推定の正解率と、本研究でベースとした北原

らの手法による正解率との比較を図 9に示す。図 9より、

提案手法は北原らの手法に比べ、正解率が 7.6%向上して

いる。 
 
5.3. 考察 
図 6 より、各楽器ごとの正解率に大きな差異があるこ

とが分かる。比較的正解率の高い楽器であるトランペッ

ト、クラリネット、ヴァイオリンの 3 楽器と、比較的正

解率の低い楽器であるクラシックギター、エレクトリッ

クベース、ピアノの 3 楽器の相違点を考えてみると、音

の持続性の観点から、前者は持続楽器に、後者は減衰楽

器に分類されることに気付く。また図 7 より、持続楽器

のヴァイオリンは持続楽器、減衰楽器を問わず、他の楽

器と誤認識されることが少ないことが分かる。一方、図 8
より減衰楽器のピアノは持続楽器のヴァイオリン、トラ

ンペット、クラリネットと誤認識されることが多いこと

が分かる。このことから、持続楽器の正解率が高く減衰

楽器の正解率が低いのは、持続楽器と減衰楽器の混合音

の場合では、減衰楽器の成分を抽出した場合であっても、

減衰楽器の音は時間経過とともに減衰してしまい、持続

楽器の除去しきれなかった成分が多く残留することが原

因と考えられる。 
 
6. おわりに 
 
本研究では、複数の楽器音が混在する音響信号をそれ

ぞれの単楽器音へ分離し、その単楽器音が何の楽器の音
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