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Abstract

Neuralnetworkhasbeenusedmanyapplications,suchaspattem orimage

recognltlOn,robotcontrol,optlmizationproblem andsoon.However,real-world

problemsneedlargescaleneuralnetworks,and也eyleadenomouscomputation･time

fortrainmgprocessofneuralnetwork.Toreducethe.COmPutation､time,Wetryto

implementneuralnetworkin aFPGA device.Inthispaper,wediscusson-the

performanceofhardwareneuralnetworkfromtheyiewpolntOftheprocesslngSPeed

andthescaleofthecircuit.Thetrainablehardwareneuralnetworkused117,876cells

inFPGA,anditcouldtrainthefourtrainmgpatternSin800nsontheXORproblem.
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1. はじめに

ニューラルネットワーク (NeuralNetwork)は,パ

ターン認識,ロボット制御,最適化問題,画像認

識など様々な分野に応用されている.しかし,大

規模なニューラルネットワークでは,学習に膨大

な計算時間が必要となる問題が指摘されている.

計算時間を短縮するため,演算を並列処理で行 う

方法や,ニューラルネットワークをハー ドウェア

上に直接実装する方法が挙げられる[1日2].しかし,

並列処理では複数の計算機を組み合わせるため,

マシンコス トやプロセッサ間の通信時にオーバー

- ツドが生じる点に問題がある.
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本研究では,ハー ドウェア上に学習可能なニュ

ーラルネットワークを実装 し,処理性能と回路規

模を明らかにすることを目的とする.

2. 階層型ニューラルネットワーク

2.1 ニューロン

ニューラルネットワークとは,多数のニューロン

と呼ばれる神経細胞が組み合わさって構成されて

いる生物の脳神経系の機能をモデル化したもので

ある.生物のニューロンが持つ情報伝達の特性を

モデル化 したものを図 1に示す.図 1で,

Xj(j-1,-,n)をニューロンへの入力信号,

Wj(j-1,-n)をニューロン間の結合係数,Sを入

力信号と結合係数の加重和,ニューロンの出力を

Zと表すとき,ニューロンの入出力関係は(1)式,

及び(2)式で表される.
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図 1 ニューロンモデル

図2 ニューラルネットワークの構造
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2.2 階層型ニューラルネットワークの構造

階層型ニューラルネットワークは,図 2に示す

ようにいくつかのニューロンが入力層から出力層

に向かって順方向に結合 しているネ ッ トワークで

ある.階層型ニューラルネ ッ トワークは入力層,

中間層,出力層の 3層をもち,各層のニューロン

数及び中間層数は任意である.各層間のニューロ

ンは全結合 してお り,層内のニューロン間には結

合はない.

2.3誤差逆伝搬法

階層型ニューラルネ ットワークの代表的な学習

法として誤差逆伝搬法 (Backpropagation Bp法)

がある[3].BP法は,ニューラルネットワークにあ

る入力データを与えたときに得られる出力 と教師

信号との二乗誤差が小さくなるよう,最急降下法

により結合係数の修正を繰 り返 し最適な結合係数

を決定する方法である.

3.ニューラルネットワークの･

ハー ドウエア設計

3.1 FPGA

設計 したい論理回路を,設計現場で即座に実装

できるハー ドウェアを PLD (ProgrammableLogic

Device)と呼ぶ.ハー ドウェアで機能を実現する

理由として,高速処理,小型化,低消費電力の三

つが挙げられる.

FPGA(FieldProgrammableGateArray)は,PLD

の一種である.一般に LSI中の回路は製造後に変

更することはできないが,FPGAは容易に内部の

回路を書き換えることができる.そのため,近年

では LSlの試作 ･検証や,携帯電話などの規格変

更が早い製品などに多く使用されている.

FPGA上の回路を設計する場合,回路図を直接記

述するスケマチ ック設計 とハー ドウェア記述言語

(HDL)で-- ドウェアの動作を記述する設計の2

種類がある.

3.2 VHDL

-- ドウェアを設計する際に,現在ではハー ド

ウェア記述言語 (HDL)が多く用いられる.スケ

マチック設計に対して HDLによる設計の利点とし

て次のようなものが挙げられる.

･ テキス トで簡単に入力できる

･ 複雑な論理式を求める必要がない

･ 回路変更が容易である

･ 回路の動作を理解しやすい

本研究では回路設計に HDLの一つである VHDL

(VHSIC HDL)を用いた.VHDLは,アメリカ合

衆国防省 の VHSIC (VeryHighSpeedIntegrated

Circuit)委員会で 1981年に提唱されたHDLであり,

1987年 に IEEE (TheinstituteofElectricaland

ElectronicsEngineers,Inc)で承認 され,世界標準

の HDLとして広く普及 している.高度なディジタ

ル回路の設計や解析,複雑な制御回路などをモデ

ル化 し,システム全体を抽象度の高いレベルで記

述できるなど柔軟な設計を可能としている[4】.
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図4 数値の表現方法

6bits14bits

図5 ニューロンでの乗算

3.3 VHDLによるBP法の実装

vHDLでは通常,符号なしの整数値 しか扱 うこ

とができない.BP法では実数値を用いるため,本

研究では入力や結合係数を 21ビットの固定小数点

形式で表すこととし,図 4に示すように MSBを符

号ビット,整数部に 6ビット,小数部に 14ビット

を割 り当てた.符号ビットはプラスなら0,マイ

ナスなら1をとり,負数は2の補数で表現する.

21ビットで表現される数値の乗算を行 うと,

VHDLの仕様上符号ビットを除き 40ビットの乗算

結果が出力される.40ビットの乗算結果をそのま

ま以降の計算に用いると,回路規模が大きくなり

実装が困難になる.そこで,図 5に示 した操作を

行い,演算結果を21ビットに収めることにした.

まず,符号はそれぞれの入力値の符号ビットの

XoR をとることにより求めた.次に,乗算結果の

整数部 12ビットのうち上位 6ビット全てが Oのと

き,整数部下位 6ビットの値を乗算結果の整数部

としてとる.乗算結果の小数部下位 14ビットは後

の演算に微小な影響しか及ぼさないと考えて切 り

捨て,小数部上位 14ビットの値をとることとした.

乗算結果の整数部上位 6ビットのうち 1ビット

でも 1となっていたときには,最終的な乗算結果

となる20ビットの全てのビットを 1とし,表せる

数値の最大値とした.
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図6 ステップ関数とその微分

これらの操作により,符号 1ビット,整数部下

位の 6ビット,少数部上位の 14ビットの 21ビッ

トが乗算結果として出力される.

3.3.1 活性化関数

(2)式のシグモイ ド関数は非線形関数であり,そ

のままハー ドウェア上で実現すると回路が複雑に

なり回路規模が大きくなる.そこで,シグモイ ド

関数の演算結果をあらかじめ適当な刻み幅で値を

求め,入力Sに応 じて次式に示す近似値をとるス

テップ関数を作成し,(2)式の代替とした.

(∫<-5)

(15≦S≦5,0.25刻み

(∫>5)

BP法では,結合係数の更新量を求めるとき上式

の導関数が必要となるが,ステップ関数は不連続

関数であり微分不可能である.そこで,図6のよう

にステップ幅の中点と中点を結ぶ直線の傾きをス

テップ関数の微分値として次式で求め,結合係数

の更新量計算に用いることとした.

llofPs･0 i,-/(g,0.25

4. 実験

(S<-5,S>5)

(-5≦S≦5,0.25刻み)

4.1 動作環境

回路合成,及びシミュレーションは以下の環境

で行った.

･ pc:pentiumⅢ700MHz主記憶 640MB

･ OS:WindowsXP
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表 1 初期結合係数

図 7 XOR問題用ニューラルネットワーク

言語 :VHDL

C言語(比較シミュレーション用)

回路合成 :XilinxFoundationISE

回路シミュレーション :ModelTechonology

ModelsimSE

4/2 シミュレーションによる動作検証 ･

2入力の排他的論理和 (XOR)について,図 7

のような階層型ニューラルネ ットワークモデルを

構成 した.図 7で入力を持たないニューロンはし

きい値ニューロンであり,常に-1を出力する.初

期結合係数 としてランダムな値を与えた上で,

XoR問題を学習する回路を VHDLにより設計し,

シミュレーションにより動作検証を行った.

BP法のパラメータは,以下のように設定 した.

･ 慣性係数 :0.9

･ 学習係数 :0.3

･ 学習回数 :loo°回

検証に用いた初期結合係数を表 1,学習により

得られた結合係数を表 2に示す.表 1,表 2中の

wll～ W33は,図 7の結合係数 wll～ W33に対応 し

ている.

表 2の結合係数を用いて2入力 XOR問題の4パ

ターン ((0,0),(0,1),(1,0),(1,0))を与えたときのニ

ューラルネットワークの出力値を表 3に示す.ま

た,3.3.1節で述べた活性化関数を使ってPC上で

シミュレーションを行ったときの,各パターンで

の出力も表 3に示 した.pC上でのシミュレーショ

ン時の初期結合係数は,VHDLでのシミュレーシ

ョン時と同じ値 とした.与えられた入力に対 して,

VHDL,C言語でのシミュレーションそれぞれで正

しい出力が得られていることが分かる.一方,同

じパラメータを用いて学習 しているにも関わらず,

VHDLとC言語によるシミュレーションで学習後

の出力債に若干の誤差が生じた.これは,VHDL

W11= -0.6404 W21= -0.0286 W31=-0.6506

WI2=0.8502 W22= -0.5678 W32=0.9648

表 2 学習後の結合係数

WIJ=-5.3385 W21=-3.7570 W31=-6.9875

W12=-53792 W22=-3.7587 W32=6.5798

W13=1.7963 W23=5.2610 W33=-2.8774

表 3 学習後の出力

(0,0) (0-,1) (1,0). (1,1)

VHDL o_0879 : 0.8859 〉0ー8948 0.0957

表 4 初期結合係数を変化させた時の

学習後の出力

1 VHDL 0.0875 0.9249 0.9248 0ー0804
C言語 0_0936 0_8832 0.8801 0.1183

2 VHDL 0.0818 0_9076 0_9062 0_0818
C.言語 0.0890 0.8859 0.8675 0.0968

3 VHDL 0.0843 0_9293 0_9294 0.0879
C言語 0_1.163 0ー8916 0.8898 0.1089

4~ VHDL. 0_0876 0_9076 0.9048 0.0878
C言語 .0.0879 0.8592 0_8697 0_0903

5 VHDL 0.0910 0_8960 0.9029I.0.1073

では固定小数点形式を用いているのに対して,C

言語によるシミュレーションでは浮動小数点形式

を用いてお り,演算精度が異なっているためと考

えられる.

初期荷重係数を変化させて行った5回のシミュ

レーションでの,各人カパターンに対するニュー

ラルネットワークの出力 を表 4に示す.表 4から

分かるように,初期荷重係数を変化させた 5回の

シミュレーションすべての場合で正しい出力を出

すような結合係数の組を得ることができた.
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5 おわりに

本研究では,学習可能なハー ドウェアニューラ

ルネ ッ トワークを VHDLにより設計 した.Xilinx

社製合成ツール FoundationISEを用いて,2入力

･XoR問題を学習するニューラルネ ットワークにつ

いて回路合成を行ったところ,使用 したセル数は

117,876となり,Xilinx社製の FPGAである Virtex

XCV3200などに実装可能な規模であることが分か

った.シミュレーションを行ったところ,4つの

学習パターンをそれぞれ 1回ずつ学習するのに要

した時間は 800nsとなり,これは 1秒間に 125万

回の学習処理に相当する.PC上で C言語を用いた

シミュレーションでは,同様の処理に 230msを要

してお り,-- ドウェア化により大幅な高速化が

期待できる.また,双方の学習シミュレーション

後に得 られた結合係数により,正 しい出力が得 ら

れることを確認できた.

今後の課題 としては設計 したニューラルネ ッ ト

ワークを FPGA 上に実装 し,動作検証を行 うこと

が挙げられる.
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